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1  はじめに 

現在、CNNにおける畳み込み層の活性化関

数として、現在、ReLU関数[1]が幅広く使われ

ているが、そのほかにもPReLU関数[2]やELU

関数[3]など新しい活性化関数が提案されてお

り、どの活性化関数がどのネットワークにおい

て最適であるかは分かっていないことが多い。 

本研究では、流体力学的立場から得られる非

線形活性化関数をReLU関数に組み込み、負領

域が非線形のパラメータを持つ新しい活性化

関数を提案する。また、その活性化関数を、画

像認識を行うCNNに適用することで、活性化

関数の負領域が非線形である時の特性を明ら

かにすることを目的としている。 

 

２ 畳み込み層における活性化関数 

 CNNにおける畳み込み層の活性化関数とし

て、現在ではReLU関数が幅広く使われている。

この関数は入力値vが入力されると、max(0, v)

を出力値として返す。ReLU関数は勾配消失問

題を軽減することが出来るという特徴があり、

畳み込み層の活性化関数に適用することでシ

グモイド関数やtanh関数よりも良い結果が得

られている。 

 また、ReLU関数の負の領域を拡張した、

PReLU関数が提案されている。PReLU関数は

次のように示される。 

𝒇(𝒗) =  {
𝒗 (𝒗 > 𝟎)

𝒂𝒗 (𝒗 ≤ 𝟎)
                         (1)    

 ただし、パラメータ𝑎は逆伝搬により学習し、

活性化関数は最適化される。PReLU 関数は、

層ごとに最適な関数に学習することで、ReLU

関数よりも優れた結果を残した例も報告され

ている[2]。また、負の値をとることで、ReLU

関数におけるユニットが死んでしまう問題点

も改善されている。しかし、非活性化領域で飽

和しない為、ノイズに弱いという問題点も指摘

されている[4]。 

 また、ReLU関数の負領域を非線形的に拡張

したELU関数も提案されており、次のように

示される。 

 

𝒇(𝒗) =  {
    𝑣         (𝑣 > 0)

𝛼(𝑒𝑣 − 1) (𝑣 ≤ 0)
                    (2) 

 

ただし、αは定数。この関数の負領域は一定量

で飽和している為ノイズに強く、さらにユニッ

トが死んでしまう問題も改善されている。 

 

3 新しい活性化関数の提案  

文献[5]で以下の活性化関数が示されている。 

 

𝒇(𝒗) =  {

𝟏

𝟐
 (𝟐 − 

𝟏

𝟏+|𝜸|
)   (𝒗 > 𝟎)

𝟏

𝟐
 ( 

𝟏

𝟏+|𝜸|
)           (𝒗 ≤ 𝟎)

               (3) 

ただし、γ= v/2k, k>0。 

 この活性化関数では、ネットワーク温度kを

用いて、ステップ関数からシグモイド関数を近

似することができる。 

 そこで、負の入力に対する式に注目し、入力

値vをかけ、係数を除去することで次の式が得

られる。 

𝒈(𝒗) =  
𝒌𝒗

𝒌−𝒗
  (𝒗 < 𝟎)                          (4) 

この式はk →  0の極限で傾き0、k →+∞の極

限で傾き１の線形関数に収束する。これを

ReLU関数の負の入力における式に適用し、ネ

ットワーク温度kを、学習パラメータ𝑎と置く

ことで次の活性化関数が得られる。 

  𝒉^(𝒗) =  {
  𝒗               (𝒗 ≥ 𝟎)

 
𝒂𝒗

𝒂−𝒗
     (𝒗 < 𝟎)

                       (5) 
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また、式(4)の𝑎をexp(𝑎)に置換することで次の

活性化関数が得られる。 

 

  𝒉(𝒗) =  {
  𝒗               (𝒗 ≥ 𝟎)

 
𝒆𝒂𝒗

𝒆𝒂−𝒗
     (𝒗 < 𝟎)

                    (6) 

 

  この活性化関数は、𝑎  →  －∞の極限で

ReLU関数に収束し、𝑎 → +∞の極限で傾き１

の線形関数に収束する（図1）。 

 

 
図1 本研究の活性化関数(Exponential型) 

 

逆伝搬学習のために使われるvの偏微分は次

式で示される。 

 

   
𝝏𝒉(𝒗)

𝝏𝒗
=  {

     𝟏                      (𝒗 ≥ 𝟎)

 ( 
𝒆𝒂

𝒆𝒂−𝒗
  )

𝟐

      (𝒗 < 𝟎)
             (7) 

 

 また、活性化関数における𝑎による偏微分は

次のように示される。 

 

𝝏𝒉(𝒗)

𝝏𝒂
=  {

     0                      (𝑣 ≥ 0)

−
𝑒𝑎𝑣2

(𝑒𝑎−𝑣)2       (𝑣 < 0)
            (8) 

 

CNNへの実装時は、各層、もしくは各カーネ

ルで共有するパラメータ𝑎𝑖を導入する。 

それに従い、確率的勾配降下法では誤差関数 E

によりパラメータ𝑎𝑖は、次のように更新される。 

   

    ∆𝑎𝑖 ∶=   𝜀
𝜕E

𝜕𝑎𝑖
                       (9) 

  
𝜕𝐸

𝜕𝑎𝑖
=  ∑

𝜕𝐸

𝜕ℎ(𝑣𝑖)

𝜕ℎ(𝑣𝑖)

𝜕𝑎𝑖
𝑣𝑖

                (10) 

ただし、𝜀は学習率、∑ 𝑣𝑖は𝑎𝑖に対応する全ての

𝑣𝑖における合計を表す。 

本研究では、式(5)の活性化関数をRational

型、式(6)の活性化関数をExponential型と

し、この二つの活性化関数と既存の活性化関

数を比較していく。 

 

 

4 CIFAR-10での数値計算 

ディープラーニングフレームワーク

Tensorflowを使用し、ReLU関数とPReLU関

数、本研究の活性化関数 (Rational 型と

Exponential型)をCNNの畳み込み層に組み込

み、一般物体データセットCIFAR-10を用いて

それぞれ学習させた。実験に用いる畳み込み層

の構造を図2に示す。 

 

 
図2 数値計算に用いるネットワークの構造 

 

3つの畳み込み層の後にそれぞれの活性化関

数を入れ、計算、比較を行う。損失は交差エン

トロピーを使って算出し、それを用いて学習を

行う。また、入力画像はクリッピングや左右反

転、明るさ、コントラストをランダムに変更す

ることでデータの水増しを行っている。 

ミニバッチサイズは100、学習アルゴリズム

はAdam[6]、epochは200、活性化関数のパラメ

ータ𝑎は層ごとに共有し、初期値としてPReLU

関数では0.25、本研究の活性化関数では
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Rational型は1.0、Exponential型は0.0と設定

した。また、ELU関数の定数αは1.0とした。

のそれぞれの関数の訓練データにおける損失

の推移を図3に、検証データにおける損失を図

4に示す。次に、それぞれの関数の訓練データ

における正解率の推移を図5に、検証データに

おける正解率の推移を図6に示す。また、学習

後における各関数のパラメータ𝑎の値を表1に、

学習後のテストデータにおける損失と正解率

を表2に示す。 

 

 
図3 訓練データにおける損失(CIFAR-10) 

 

 

 
図4 検証データにおける損失(CIFAR-10) 

 

 

 

図5 訓練データにおける正解率(CIFAR-10) 

 

 
図6 検証データにおける正解率(CIFAR-10) 

 

  

 

 

表1 CIFAR-10における学習後のパラメータ𝑎 

  PReLU Present 

(Rational)  

Present 

(Exponential) 

init 0.250 1.00 0.00 

conv1 0.056 0.118 -2.11 

conv2 0.027 0.103 -2.03 

conv3 0.030 

 

0.206 -1.66 

 

 

表 2  CIFAR-10 における損失と正解率 

  Loss Accuracy[%] 

ReLU 0.591 77.7 

ELU 0.504 80.4 

PReLU 0.547 79.8 

Present(Rational) 0.389 80.2 

Present(Exponential) 0.399 80.8 
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4 CIFAR-100での数値計算 

 また、図2に示されるネットワークの出力層

を10から100に変え、畳み込み層のチャネル数

を32から64に変更し、一般物体データセット

CIFAR-100を用いてそれぞれ学習させた。た

だし、出力層、チャネル数以外のハイパーパラ

メータはCIFAR-10と同じとした。 

それぞれの関数の訓練データにおける損失

の推移を図7に、検証データにおける損失の推

移を図8に示す。また、学習後におけるテスト

データにおける損失と正解率を表3に示す。 

 

 

 
図7 訓練データにおける損失(CIFAR-100) 

 

 

 
図8 検証データにおける損失(CIFAR-100) 

 

表3  CIFAR-100における損失と正解率 

  Loss Accuracy[%] 

ReLU 1.83 55.0 

ELU 1.72 56.1 

PReLU 1.81 56.6 

Present(Rational) 1.66 56.9 

Present(Exponential) 1.55 56.5 

 

 

5 おわりに 

 本研究では、ネットワーク温度による関数の

分布の変化といった特徴を持つ、流体力学的立

場から構成される活性化関数を、ReLU関数に

組み込み、新しい活性化関数を提示した。 

 今回の実験結果ではCIFAR-10、CIFAR-100

ともに本研究の活性化関数においてELU関数

やPReLU関数よりも低い損失が確認できた。

今後はCNNだけではなく様々なニューラルネ

ットワークを用いて、本研究の活性化関数の負

領域が非線形であることから生じる、PReLU

関数やELU関数を用いたネットワークとの学

習の違いについて、さらに詳しく調べていきた

い。 
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